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基于深度学习的人脸分析研究进展
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摘要：近年来，基于深度学习的人脸分析取得了巨大的进步，成为计算机视觉领域最为活跃的研究方向之一。为了进一步推动深度学习和人脸分析的研究，结合近年已发表相关文献，对基于深度学习的人脸分析技术进行综述。首先，简要概述深度学习及其发展历史，并分析深度学习有效性原因。然后，按照任务目的的不同，将人脸分析分成了人脸检测、人脸关键点检测、人脸识别、人脸属性识别等任务进行详细的介绍和讨论，重点分析各种任务现阶段存在的主要问题。接着，介绍人脸分析中常用人脸数据库。最后，讨论深度学习和人脸分析面临的主要挑战，并给出结论。
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计算机视觉（computer vision）是一门研究如何利用计算机模拟人类视觉的科学，其主要任务是通过对采集到的图像（或视频）进行分析和理解，从而做出判断或决策。在过去几十年间，计算机视觉取得了巨大的进步和发展。这其中，人脸分析由于其重要的理论意义和巨大的实际应用价值，一直以来都是计算机视觉领域的热点研究方向。人脸分析通过自动检测（或跟踪）图像（或视频）中的人脸，进而对检测和跟踪到的人脸提取相关信息，比如身份、表情、年龄、性别等。

如何从图像（或视频）中获取有效的人脸表征（representation）一直以来都是人脸分析的一个核心问题。各种有效的特征，如局部二值模式（local binary pattern, LBP）特征[1]、尺度不变特征变换（scale invariant feature transform, SIFT）特征[2]、梯度方向直方图（histograms of oriented gradients, HOG）特征[3]等，被人为构建出来进行人脸的表征，并结合各种降维和分类方法[4-6]进行人脸分析，取得了较好的性能。然而，这些人为设计的特征通常无法捕获不同任务的高层语义信息，成为制约人脸分析性能进一步提高的瓶颈。此外，传统的人脸分析方法通常将任务分解为两个独立的步骤（即特征提取和分类器设计）。而在第一个步骤中所挑选的特征可能无法跟第二个步骤中的分类算法很好匹配，从而造成人脸分析方法性能的下降。

作为近年来一种流行的机器学习方法，深度学习（deep learning）[7-12]已经在计算机视觉、语音识别、自然语言处理等领域中得到了广泛的研究和应用。目前，针对人脸分析的研究，基于深度学习的方法已经成为主流研究方向。相比于传统的人脸分析方法，基于深度学习的方法能够自动地从海量数据中学习人脸表征。同时，该类方法把特征提取和分类器设计统一在一个框架下，能够快速地适应不同的人脸分析任务，有效提高了方法的性能。

国内外众多的大学和研究机构，都对基于深度学习的人脸分析进行了广泛而深入的研究。早期的深度学习算法（即早期的神经网络算法）主要应用于人脸检测[13,14]、人脸识别[15]等任务。而目前的深度学习算法，不仅仅应用于人脸检测和人脸识别，在各种人脸分析任务中，如人脸关键点检测[16,17]、人脸属性分析[18,19]、人脸重构[20]等也得到更为广泛的应用。

目前现有的综述文献主要针对深度学习技术[7-12]或者针对人脸分析某一类具体任务（如人脸检测[4]、人脸识别[5,6]等），因此有必要对基于深度学习的人脸分析研究现状进行分析和总结，期望能够更好地指导未来的研究工作。本文将简要介绍深度学习的发展历史，并分析其有效性原因，重点评述基于深度学习的人脸分析研究新进展、现阶段常用人脸数据库和面临的主要挑战，最后给出结论。

1  深度学习

本节主要介绍深度学习的概述、发展历史以及分析深度学习有效性原因。
1.1  深度学习概述

通常认为，深度学习是指具有多层非线性转换函数的网络结构[9]。而深度神经网络（deep neural network, DNN）是一种特殊的深度学习模型，也是目前大多数深度学习方法的主要实现手段，其通过学习深层的非线性神经网络结构，实现任意复杂函数的逼近。为了从大规模数据中建立有效模型，深度神经网络自动学习多层信息表示，高层的特征利用低层的特征进行构建，并且以一种级联的方式逐层构成深度结构（其中每一级特征代表不同的抽象层次）。因此，深度神经网络能够自动学习从底层特征到高层特征的组合，从而有效减少对人工提取特征的依赖。由于深度神经网络强大的特征提取能力，使得分类和回归等任务变得更加容易。
1.2  深度学习发展历史

深度学习的历史最早可以追溯到20世纪40年代。经历了不同的发展阶段，在每一个阶段都出现了各自代表性的算法。概括来讲，深度学习经历了3次发展浪潮[9]：20世纪40年代到60年代，称为控制论主义（cybernetics）；20世纪80年代到90年代，称为连接主义（connectionism）；2006年之后，称之为深度学习（deep learning）。

第一次发展：代表性的算法为人工神经网络（artificial neural network, ANN），由于其借鉴了生物大脑的方式，因此称之为神经网络。感知机（perceptron）模型[21]是第一个被提出的神经网络模型，用于区分两种类别。原始的感知机的连接权重需要手工设定，后来发展为可以自动学习。同时期的模型，还包括自适应线性单元（adaptive linear neuron, ADALINE）用于预测实数值。该时期的学习算法深刻地影响了现在的机器学习领域。比如ADALINE算法采用的权重修正训练方法实际上就是现在普遍采用的随机梯度下降法（stochastic gradient descent, SGD）的一个特例。然而，由于感知机模型是一种线性模型。当它被发现不能解决著名的异或（XOR）函数问题[22]时，神经网络陷入了第一次衰落期。

第二次发展：神经网络的第二次发展，是随着连接主义的浪潮和分布式处理技术的流行而发展起来的。连接主义是基于简单的计算单元，通过网络连接的形式实现复杂的功能，其等价于在神经元中，引入隐藏层单元。该时期提出的很多概念至今依然有着重要的作用。比如，分布式表示（distributed representation）的思想，其通过组合不同的特征表示进行学习并利用反向传播算法（backpropagation, BP）训练神经网络。第二次深度学习发展浪潮持续到了20世纪90年代中期。但是由于当时对神经网络抱有过大的预期，所以当实际效果没有达到预期的时候，引起了人们的失望和质疑。与此同时，其他浅层的机器学习算法，包括核机器学习（kernel machine learning）和图模型（graphical model）等快速发展，在许多计算机视觉任务中都表现出良好的性能。上述两个原因导致了这一阶段神经网络的衰落。但是需要指出的是，在这个时期，神经网络依然在一些领域取得了不错的成绩，比如卷积神经网络（convolutional neural network, CNN）[23]被提出并用于手写体识别等问题中。

第三次发展：2006年，Hinton等[24]提出了逐层贪婪预训练（greedy layerwise pretrain）的方法来高效训练神经网络，有效地解决了一直以来多层深度网络难以训练的问题。在这一阶段，人们开始使用深度学习来表示多层神经网络。这一阶段发展初期，人们集中研究无监督深度模型。而今天，深度学习的研究者更多研究基于海量的数据并利用有监督的深度学习方法进一步提高机器学习的性能。目前，常见的深度学习模型包括：基于限制玻尔兹曼机（restricted boltzmann machines, RBM）的深度模型[25]，基于自编码器（autoencoder, AE）的深度模型[26]，基于卷积的深度模型[23]以及基于递归的深度模型[27-29]等。

1.3  深度学习有效性原因

从深度学习发展历史可以看出，深度学习并不是一种全新的模型。常见的深度神经网络的组成结构在20世纪90年代就已经被提出。这些年，深度神经网络又重新引起了学术界和工业界的关注。总的来说，深度学习在各种计算机视觉任务中的有效性原因大致归结为以下3点：
1）大规模数据的使用。例如，在AlexNet[30]中使用的ImageNet[31]图像分类数据库包含了1 000类不同类别图像，共计超过100万张训练图像。

2）计算水平的提高。现在计算机的计算能力不断增强。特别是GPU计算能力的提高，使得如今能够较为快速地训练一个深度神经网络。此外，大规模计算机集群的出现和发展也为深度学习的推进提供了巨大动力。

3）网络训练方式的发展。比如，上述1.2节提到的逐层贪婪预训练方法[24]。还有，如今常用的丢包（dropout）方法[32]可以减少深度模型中存在的过拟合风险。另外，相比较于传统的Sigmoid和Tanh激活函数，新的激活函数，如修正线性单元[33]（rectified linear unit, ReLU）以及其改进方法参数化修正线性单元PReLU[34]，能够极大地提高网络训练收敛的速度。

2  基于深度学习的人脸分析研究进展

本节主要介绍基于深度学习的人脸分析研究进展。按照任务目的的不同，本文中将人脸分析研究分成了人脸检测、人脸关键点检测、人脸识别、人脸属性识别以及其它人脸分析任务展开综述。表1列出了各种人脸分析任务及其代表性算法。
2.1  人脸检测

人脸检测（face detection）是指给定图像（或视频），寻找出图像或视频中所有人脸的位置、大小和姿态。人脸检测是各类人脸分析任务的基础，其检测精度直接影响着后继任务的性能。但是由于人脸存在的剧烈内在变化，如表情、姿态等变化，以及外在环境影响，如光照、遮挡等，造成人脸检测一直以来在人脸分析中都是一个非常具有挑战性的问题。

早在1996年，Rowley等[13]首先提出了利用BP神经网络进行人脸检测，并基于重抽样自举（bootstrap）技术选择非人脸图像，有效解决了手工选择非人脸图像的困难。Feraund等[14]提出了利用基于限制生成模型（constrained generative model, CGM）的新型神经网络用于人脸检测中，具有快速检测人脸的优点。Garcia等[35]提出了基于卷积神经网络的人脸检测方法，该方法直接将整幅图像作为输入，让卷积神经网络自动从数据中学习有效的人脸表征，并且能够检测不同姿态的人脸图像。在实际场景中验证了神经网络在人脸检测任务中的有效性。然而，受限于当时的计算能力和有限的数据量，这些方法很快就被后来Viola等[36]提出的基于自适应增强算法（adaboost）的人脸检测方法取代。

2012年，Krizhevsky等[30]在图像分类任务中首次验证了CNN的有效性后，基于CNN的人脸检测方法研究又开始得到重视。Li等[37]提出了基于级联CNN的人脸检测方法，其通过在多个尺度的图像上快速地过滤掉非人脸图像区域，并对剩下的区域进行精细分类来提高人脸检测的性能。Zhang等[38]提出了一种基于CNN的多任务人脸检测方法，其通过构造人脸姿态估计和人脸关键点检测两个辅助任务的共同学习来提高人脸检测的性能。Yang等[39]提出了一种基于CNN的人脸部件检测，并基于检测的各个部件及其对应的关系建立人脸模型。该方法对严重遮挡和有姿态变化的人脸图像，均取得了较好的检测结果。然而，该方法却无法处理低分辨率的人脸检测问题。

目前，传统的基于Adaboost的人脸检测方法依然具有明显的速度优势。而基于深度学习的方法可以取得非常好的性能表现（比如在人脸检测数据评测集（face detection data set and benchmark, FDDB）上，传统方法只能达到85%的准确率，而深度学习方法[40-42]已超过95%的准确率）。因此，许多方法试图结合传统方法和深度学习。例如，Zhan等[43]提出了结合Adaboost和CNN的人脸检测方法。首先，该方法利用Adaboost算法快速过滤掉一些非人脸图像区域。然后，对于没有过滤掉的图像区域，该方法利用CNN进行特征提取，并用支持向量机（support vector machine, SVM）来进行最终的人脸与非人脸的分类。

2.2  人脸关键点检测

人脸关键点检测（facial keypoint detection或facial landmark detection），也称为人脸对齐（face alignment），是指给定人脸图像，定位出人脸面部的关键区域位置，包括眉毛、眼睛、鼻子、嘴巴、脸部轮廓等。和人脸检测类似，由于受到姿态和遮挡等因素的影响，人脸关键点检测也是一个富有挑战性的任务。
传统的人脸关键点检测方法包括主动形状模型（active shape model, ASM）[44]和主动外观模型（active appearance model, AAM）[45]，以及后继发展出来的一些方法（比如，基于限制局部模型的方法[46]，基于AAM的方法[47]和基于回归的方法[48]等）。

与人脸检测、人脸识别等任务相比，基于神经网络的方法直到最近才被应用到人脸关键点检测任务中。比如，Sun等[16]首先提出了利用CNN对人脸的5个关键点（包括左眼、右眼、鼻尖、左嘴角、右嘴角）进行回归，并用不同级别的CNN微调关键点组合，取得了较好的性能。但是该方法无法有效处理遮挡问题。Zhang等[17]提出了由粗到细自编码网络（coarse-to-fine auto-encoder networks, CFAN)方法，采用级联的方式逐步进行人脸关键点检测。由于采用多个CNN结构，因此上述方法检测的人脸关键数目均不多（≤6个）。Zhou等[49]采用级联CNN进行人脸关键点检测（共68个关键点），将人脸关键点检测分为4个级别的网络，每个网络分别回归不同位置的人脸关键点。Zhang等[50]使用基于多任务的CNN（包括人脸关键点检测、人脸姿态估计和人脸属性分类等任务），利用多个任务共同学习来提高人脸关键点检测的准确率。

目前，人脸关键点检测的关键是解决大规模姿态变化以及遮挡等因素所带来的检测性能的下降。比如，为了解决大规模人脸姿态变化，Jourabloo等[51]结合级联CNN回归器和三维形变模型（3D morphable model, 3DMM）进行人脸对齐，该方法把人脸对齐建模为3DMM拟合问题，利用级联CNN估计摄像机投影矩阵和三维形状参数，但由于采用了3DMM模型使得算法整体复杂度过高。Zhu等[52]提出了一个三维稠密人脸对齐（3D dense face alignment, 3DDFA）框架，利用CNN把三维人脸模型拟合到人脸图像上，有效处理大规模人脸姿态变化（如侧脸）时的人脸对齐问题。Zhang等[53]基于级联的结构，把多个深度回归网络（deep regression networks, DRN）和多个去遮挡自编码器（de-corrupt autoencoders, DA）耦合起来进行人脸关键点检测，该方法能够有效处理遮挡问题，并且可以对遮挡的人脸进行重构。

2.3  人脸识别

人脸识别的研究历史悠久，一直以来都是计算机视觉领域一个研究热点方向。人脸识别问题可以描述为[6]：输入（查询）场景中的图像或视频，使用人脸数据库辨识（identification）或验证（verification）场景中的一个人或者多个人。

早在1997年，Lawrence等[15]就提出了基于自组织映射（self-organizing maps, SOM）和CNN的人脸识别方法，该方法通过SOM保持输入输出空间的邻域结构，利用CNN逐层自动学习特征，并在40个人的人脸图像库中，取得了较好的效果。但是由于训练数据有限，限制了该方法的推广。在深度学习方法流行之前，人脸识别的研究[5,6]主要集中在特征提取（如Gabor小波特征、LBP特征等）、降维（如主成分分析、鉴别成分分析等子空间学习方法）和分类器设计（如最近邻、k最近邻等）等方面。

2014年，Facebook公司的Taigman等[54]提出了基于深度CNN的人脸验证方法，即深度人脸（DeepFace），该方法利用4 000个人，每个人超过1 000张人脸图像的大数据进行训练，并利用3D模型对齐人脸图像，用于训练9层的神经网络。在户外标记人脸数据库（labeled faces in the wild, LFW）人脸验证测试集中，取得了97.25%的准确率，首次接近人类水平。从2014年开始，香港中文大学多媒体实验室，先后提出了一系列深度学习人脸识别算法[55-57]。该实验室首先提出了深度隐藏身份深度特征（deep hidden identity features, DeepID)[55]算法，利用深度CNN训练超过10,000人的人脸分类器，再将训练完后的最后一层全连接层输出视为提取的人脸特征，并结合联合贝叶斯方法进行人脸验证。在LFW测试集上，DeepID算法取得了97.45%的准确率。之后他们又提出了DeepID2算法[56]和DeepID2+算法[57]。相比于DeepID算法，DeepID2和DeepID2+在训练网络的过程中，使用了人脸验证和人脸分类2种信号进行网络训练。在LFW测试集中，这2种算法分别取得了99.15%和99.47%的精度。2015年，谷歌（google）公司的Schroff等[58]提出了人脸网络（FaceNet）算法。该算法利用三元组损失函数（triplet-loss）进行网络训练以直接学习人脸特征，并将这些特征用于人脸验证和人脸聚类中，在LFW测试集上，FaceNet取得了99.63%的精度。

目前，基于深度学习的人脸识别算法在LFW测试集上取得了非常优异的成绩，甚至超过了人类的水平。但是最新研究结果表明[59]，当数据库中存在大量的干扰人脸（即非查询人脸，通常也称为distractor）时，人脸辨识率和验证率仍然比较低，尤其是在姿态和年龄变化情况下识别性能下降严重。

2.4  人脸属性识别

与人脸识别不同，人脸属性识别试图分析人脸特有的属性，包括性别、年龄、表情、种族、肤色、发型等属性，是一类重要的人脸分析任务。与早期的人脸识别研究类似，早期的人脸属性识别研究也主要集中在特征提取、降维和分类器设计等方面。

近年来，Levi等[18]提出了利用CNN分别进行人脸性别识别和人脸年龄分类，显著地提高了人脸性别和年龄的识别率。Liu等[19]提出了基于提升（boost）的深度置信网络（deep belief network, DBN），并用于人脸表情识别中，有效提高了人脸表情识别的性能。Kahou等[60]提出了多模态（multimodal）深度网络用于视频表情识别，其利用深度CNN提取视频中的人脸特征信息，并利用DBN提取视频中的声音信息，在户外表情识别数据库（emotion recognition in the wild, EmotiW）中获得了良好的性能表现。Wang等[61]同样利用CNN提取多级特征进行融合并用于人脸年龄估计。Rothe等[62]提出了一种深度期望（deep expectation, DEX）算法，其利用深度CNN进行人脸年龄估计。

最近，有些工作利用人脸属性辅助提高其他人脸分析任务的性能。比如，Devries等[63]提出了一种基于多任务学习的人脸表情识别和人脸关键点检测算法，利用表情识别辅助提高人脸关键点检测的性能。Zhang等[64]提出了利用人脸是否带眼镜、人脸微笑、性别、姿态等人脸属性来改进人脸关键点检测的性能。Kumar等[65]利用人脸属性有效地提高人脸识别的性能。合理利用人脸属性提高相关人脸分析任务的性能是值得研究的问题。比如，对人脸识别任务而言，肤色是一个对识别有利的属性，而表情可能无法辅助提高人脸识别的性能。

2.5  其他
此外，深度学习还广泛应用在人脸分析的其他领域。比如，Tang等[66]利用DBN进行人脸解析（face parsing），把人脸图像分割成不同的区域。针对不同输入姿态和表情的人脸图像，Zhu等[20]提出了一种基于CNN的人脸特征提取算法，并用获取到的人脸特征重构出正面的中立人脸图像。Kan等[67]根据同样的思路，提出了运用堆叠自编码器（stacked autoencoder, SAE）算法进行逐步人脸正面重构。Yim等[68]提出了利用多任务学习进行人脸正面重构。Zhang等[69]提出了利用深度CNN进行亲属验证（kinship verification）。Yang等[70]提出了利用深度CNN进行人脸反欺诈（face anti-spoofing）研究。Qi等[71]提出了一种新型的基于CNN的目标跟踪算法，在包括人脸在内的各种目标跟踪任务上取得了优异的性能。
表1 各种人脸分析任务及其代表性算法

Table 1 Different types of face analysis tasks and their representative algorithms
	人脸分析
任务
	代表性算法

	人脸检测
	1996年，基于BP神经网络[13]
2001年，基于CGM的新型神经网络[14]
2004年，基于CNN[35]
2014年，基于CNN的多任务人脸检测[38]
2015年，基于级联CNN[37]
2015年，基于CNN的人脸部件检测[39]
2015年，结合Adaboost和CNN[40]

	人脸关键点检测
	2013年，基于CNN级联[16]
2013年，基于粗到细级联CNN[49]
2014年，基于AE的CFAN[17]
2014年，基于多任务CNN[50]
2016年，结合级联CNN回归器和3DMM[51]

2016年，基于CNN的3DDFA[52]

2016年，基于DRN和DA的DRDA[53]

	人脸识别
	1997年，基于SOM和CNN[15]
2014年，基于深度CNN的DeepFace[54]
2014年，基于深度CNN的DeepID[55]和Deep ID2[56]
2015年，基于深度CNN的DeepID2+[57]
2015年，基于深度CNN的FaceNet[58]

	人脸属性
分析
	2014年，基于Boost的DBN人脸表情识别[19]
2015年，基于CNN的性别识别和年龄分类[18]
2015年，基于多模态深度网络的视频表情识别[60]
2015年，基于CNN的年龄估计[61]
2015年，基于DEX的年龄估计[62]

	其它
	2012年，基于DBN的人脸解析[67]

2013年，基于CNN的人脸重构[20]

2014年，基于SAE的人脸重构[68]
2015年，基于CNN的亲属识别[69]

2015年，基于CNN的人脸反欺诈[70]

2016年，基于对冲的目标跟踪[71]


3  常用人脸数据库

为了验证基于深度学习的人脸分析技术有效性，各种人脸数据库被采集和发布供算法训练和测试使用。近年来出现的人脸数据库呈现出训练样本和测试样本大量增加、复杂环境（如户外）下采集等特点。本节主要介绍现阶段常用人脸数据库。按照任务目的的不同，我们将人脸数据库分成了人脸检测数据库、人脸关键点检测数据库、人脸识别数据库、人脸属性识别数据库和其他人脸数据库分别介绍。
3.1 人脸检测数据库

CMU+MIT人脸数据库[13,72]包含三个正面人脸测试子集和一个旋转人脸测试子集，其中正面人脸测试子集有130幅图像，共511个人脸；旋转人脸测试子集有50幅图像，共223个人脸。FDDB人脸数据库[73]提供2 845幅图像，共5 171个人脸。AFW人脸数据库[74]由从Flickr采集的205幅图像组成，共468个人脸，其包含复杂的背景变化和人脸姿态变化等。MALF人脸数据库[75]是一个大规模人脸数据库，其包含5 250幅图像，共11 931个人脸，可用于人脸的细粒度评估（fine-gained evaluation）。IJB-A人脸数据库[76]由美国NIST发布，包含24 327幅图像，共49 759个人脸，可用于人脸检测和人脸识别。最近发布的WIDER人脸数据库[77]含有32 203幅图像，共393 703个人脸，并指定专门的训练集、验证集和测试集。需要指出的是，为了保证公平和防止对测试集过拟合，MALF和WIDER人脸数据库的测试集没有提供人脸标注，需要提交检测结果给发布方进行评测。表2总结了常用人脸检测数据库，并给出相应的下载链接。

表2 常用人脸检测数据库
Table 2 Commonly-used face detection databases

	数据库名
	发布年份
	数据库描述和下载链接

	CMU+MIT
	1999年
	180幅图像，共734个人脸

http://vasc.ri.cmu.edu/idb/html/face/frontal_images/

	FDDB
	2010年
	约3 000幅图像，共约5 000个人脸

http://vis-www.cs.umass.edu/fddb/index.html

	AFW
	2012年
	205幅图像，共468个人脸

http://www.ics.uci.edu/~xzhu/face/

	MALF
	2015年
	约5 000幅图像，共约1.2万个人脸

http://www.cbsr.ia.ac.cn/faceevaluation/

	IJB-A
	2015年
	约2.4万幅图像，共约5万个人脸

www.nist.gov/itl/iad/ig/ijba_request.cfm

	WIDER
	2016年
	约3.2万幅图像，共约39.4万个人脸

http://mmlab.ie.cuhk.edu.hk/projects/WIDERFace/


3.2 人脸关键点检测数据库

传统人脸关键点检测数据库为室内环境下采集的数据库，比如Multi-PIE、FERET、FRGC、AR、BioID等人脸数据库[4-6]。而现阶段人脸关键点检测数据库通常为复杂环境下采集的数据库。LFPW人脸数据库[78]有1 132幅训练人脸图像和300幅测试人脸图像，大部分为正面人脸图像，每个人脸标定29个关键点。AFLW人脸数据库[79]包含了25 993幅从Flickr采集的人脸图像。每个人脸提供21个关键点标定。COFW人脸数据库[80]包含LFPW人脸数据库训练集中的845幅人脸图像以及其他500幅遮挡人脸图像，而测试集为507幅严重遮挡（同时包含姿态和表情的变化）的人脸图像，每个人脸标定29个关键点。MVFW人脸数据库[81]为多视角人脸数据集，包括2 050幅训练人脸图像和450幅测试人脸图像，每个人脸标定68个关键点。OCFW人脸数据库[81]包含2 591幅训练人脸图像（均为未遮挡人脸）和1 246幅测试人脸图像（均为遮挡人脸），每个人脸标定68个关键点。300-W人脸数据库[82]包含了300幅室内测试人脸图像（从222幅图像中采集）和300幅室外测试人脸图像（从177幅图像中采集），每个人脸标定68个关键点。表3总结了常用人脸关键点检测数据库，并给出相应的下载链接。

表3 常用人脸关键点检测数据库

Table 3 Commonly-used facial keypoint detection databases

	数据库名
	发布年份
	数据库描述和下载链接

	BioID
	2001
	约1 000幅图像，每个人脸标定20个关键点

https://www.bioid.com/About/BioID-Face-Database

	LFPW
	2011
	约1 000幅图像，每个人脸标定29个关键点

http://neerajkumar.org/databases/lfpw/

	AFLW
	2011
	约2.6万幅图像，每个人标定21个关键点

https://lrs.icg.tugraz.at/research/aflw/

	COFW
	2013
	约2 000幅图像，每个人脸标定29个关键点

http://www.vision.caltech.edu/xpburgos/ICCV13/

	MVFW
	2014
	约3 000幅图像，每个人脸标定68个关键点

https://sites.google.com/site/junliangxing/codes

	OCFW
	2014
	约4 000幅图像，每个人脸标定68个关键点

https://sites.google.com/site/junliangxing/codes

	300-W
	2014
	600幅图像，每个人标定68个关键点

http://ibug.doc.ic.ac.uk/resources/300-W_IMAVIS/


3.3 人脸识别数据库

传统人脸识别数据库为室内环境下采集的数据库，常见的包括AR、Multi-PIE、FERET、FRGC、CAS-PEAL等人脸数据库[4-6]。而人脸识别的真正挑战在于实际复杂场景中的识别问题，因此各种复杂环境下采集的大规模人脸数据库被广泛使用。LFW人脸数据库[83]包含5 749个人的共13 233幅人脸图像（主要来源于新闻图片），并且提供相应的训练集和测试集。PubFig人脸数据库[84]包括200个人的58 797幅人脸图像，大部分图像来自互联网。CASIA-WebFace人脸数据库[85]包含10 575个人的共49 414幅人脸图像，主要用来训练深度网络模型。FaceScrub人脸数据库[86]由530个名人的共106 863幅人脸图像（每个人大约有200幅人脸图像）组成。MegaFace人脸数据库[59]是一个100万级人脸识别数据集，同时提供训练集和测试集。表4总结了常用人脸识别数据库，并给出相应的下载链接。

表4 常用人脸识别数据库

Table 4 Commonly-used face recognition databases

	数据库名
	发布年份
	数据库描述和下载链接

	CAS-PEAL
	2004
	约1 000个人，共约3万幅人脸图像

http://www.jdl.ac.cn/peal/index.html

	Multi-PIE
	2008
	337个人，共约75万图像

http://www.flintbox.com/public/project/4742/

	LFW
	2007
	约6 000个人，共约1.3万幅人脸图像

http://vis-www.cs.umass.edu/lfw/

	PubFig
	2009
	200个人，共约5.9万幅人脸图像

http://www.cs.columbia.edu/CAVE/databases/pubfig/

	CASIA-WebFace
	2014
	约1.1万个人，共约4.9万幅人脸图像

http://www.cbsr.ia.ac.cn/english/CASIA-WebFace-Database.html

	FaceScrub
	2014
	530个人，共约10.7万幅人脸图像

http://vintage.winklerbros.net/facescrub.html

	MegaFace
	2016
	约69万个人，共约100万幅人脸图像

http://megaface.cs.washington.edu/


3.4 人脸属性识别数据库

常见的人脸属性包括表情、年龄和性别等。JAFFE人脸数据库[87]由10个日本女性的213幅人脸图像组成。每个人采集7种不同表情。CK+人脸数据库[88]包含123个人的593段视频，其中每段视频对应一种人脸表情。MMI人脸数据库[89]包含75个人的2 900段人脸表情视频。FG-NET人脸数据库包括82个人的1 002幅人脸图像，年龄分布在0~69岁。MORPH人脸数据库[90]包括13 673个人的55 608幅人脸图像，年龄分布在16~99岁。FG-NET和MORPH人脸数据库主要用来进行年龄识别。Adience人脸数据库[91]包含2 284个人的26 580幅人脸图像，每幅图像提供年龄和性别信息。IMDB-WIKI人脸数据库[62]由IMDB中20 284个名人的460 723幅人脸图像与维基百科的62 328幅人脸图像构成（共523 051幅人脸图像），每幅图像提供年龄和性别信息。CACD2000人脸数据库[92]由2 000个名人163 446幅人脸图像组成，其中每幅图像提供年龄标签。CelebA人脸数据库[93]包括10 177个人的202 599人脸图像。每幅人脸图像提供5个关键点标定和40种人脸属性信息。表5总结了常用人脸属性识别数据库，并给出相应的下载链接。

表5 常用人脸属性识别数据库

Table 5 Commonly-used face attribute recognition databases

	数据库名
	发布年份
	数据库描述和下载链接

	JAFFE
	1999
	10个人，共213幅人脸图像（表情识别）

http://www.kasrl.org/jaffe.html

	CK+
	2010
	123个人，共593段视频（表情识别）

http://www.pitt.edu/~emotion/ck-spread.htm

	MMI
	2010
	75个人，共约3 000段视频（表情识别）

http://mmifacedb.eu/

	FG-NET
	2003
	82个人，共约1 000幅人脸图像（年龄识别）

http://www-prima.inrialpes.fr/FGnet/html/benchmarks.html

	MORPH
	2006
	约1.4万个人，共约5.6万幅图像（年龄识别）

http://www.faceaginggroup.com/morph/

	Adience
	2014
	约2 000个人，共约2.7万幅人脸图像（年龄、性别识别）

http://www.openu.ac.il/home/hassner/Adience/data.html

	IMDB-WIKI
	2015
	约2万个人，共约52.3万幅人脸图像（年龄、性别识别）

https://data.vision.ee.ethz.ch/cvl/rrothe/imdb-wiki/

	CACD2000
	2015
	2 000个人，共约16.3万幅人脸图像（年龄识别）

http://bcsiriuschen.github.io/CARC/

	CelebA
	2015
	约1万个人，共约20.3万幅人脸图像（属性识别）

http://mmlab.ie.cuhk.edu.hk/projects/CelebA.html


3.5 其他人脸数据库

本小节介绍其他人脸分析任务中常见人脸数据库。YouTube名人数据库[94]由47个人的1 910段视频序列组成。YouTube人脸数据库[95]包括1 595个人的3 425段视频。上述两个数据库可用于人脸跟踪和基于视频的人脸识别算法验证。KFW人脸数据库[96]主要用于亲属验证，包括KFW-I和KFW-II两个数据库。KFW-I包含156个父子关系图像对，134个父女关系图像对，116个母子关系图像对和127个母女关系图像对。KFW-II中每种亲属关系提供250个图像对。CASIA人脸数据库[97]由50个人，每个人12段视频（3段真实和9段假冒）组成。Reply-Attack人脸数据库[98]由50个人，每个人24段视频（4段真实和20段假冒）组成。CASIA和Reply-Attack数据库可用于人脸反欺诈算法验证。表6对上述人脸数据库进行了总结，并给出相应的下载链接。

表6 其它常用人脸数据库

Table 6 Other commonly-used face databases

	数据库名
	发布年份
	数据库描述和下载链接

	YouTube名人
	2008
	47个人，共约2 000段视频

http://seqam.rutgers.edu/site/media/data_files/ytcelebrity.tar

	YouTube
	2011
	约2 000个人，共约3 000段视频

http://www.cs.tau.ac.il/~wolf/ytfaces/

	KFW
	2012
	533对亲属关系（KFW-I）和1 000对亲属关系（KFW-II）

http://www.kinfacew.com/download.html

	CASIA
	2012
	50个人，每个人12段视频

http://www.cbsr.ia.ac.cn/english/FaceAntiSpoofDatabases.asp

	Replay-Attack
	2012
	50个人，每个人24段视频

https://www.idiap.ch/dataset/replayattack


4  面临的挑战

尽管目前基于深度学习的人脸分析取得了巨大的进步，但是，现阶段依然存在许多问题亟待解决。本节从深度学习和人脸分析两个方面分析面临的主要挑战。

4.1  深度学习面临的挑战

（1）大数据训练问题。现今的深度学习算法的训练数据量已经达到了数百万和数千万，甚至是更大的规模量。现有的一些技术在大数据上已经不太适用。因此，如何高效地构建大规模集群设备处理这些大数据，是深度学习面临的一个巨大挑战。

（2）小数据训练问题。深度学习常常依赖于大数据。然而在现实世界中，有很多问题没有为数众多有标签的数据。研究如何将深度学习应用于小数据的训练上，构建能够动态自主学习的深度学习方法，也是深度学习面临的主要问题和挑战之一。

（3）理论问题。相比于传统的浅层学习，如支持向量机、随机森林等方法，深度学习存在着很多理论问题没有解决。比如，如何通过理论进行最优的超参数选择；如何采用理论指导的快速训练方式；如何针对不同实际问题设计出最佳的网络结构等。
4.2  人脸分析面临的挑战

（1）人脸的相似性和多变性。人脸图像有相似的五官结构和基本特征。这些内在的相似结构特征有利于特定人脸分析任务（如人脸检测、人脸特征点检测），但是对于人脸识别任务却是不利的。人脸是可塑性强的三维柔性曲面，而人脸图像是三维人脸模型在二维平面上的投影。由于采集角度的不同，使得获取到的人脸姿态是多样的，导致不同的角度获取到的人脸图像往往差别很大。此外，人脸具有非常丰富的表情变化，这些变化丰富的表情给人脸分析（如人脸识别任务等）造成困难。同时，由于人脸随着年龄的增加，同一个人的人脸图像，发生巨大的变化。最后，世界人口众多（约70多亿人），目前在大规模人脸数据库（至少百万量级）场景中的特定人脸分析任务（如人脸识别）的性能仍然离真正的实际应用有很大的差距。因此，针对大规模人脸数据库，构建能够有效克服姿态、表情、年龄变化影响的基于深度学习的人脸分析方法，是人脸分析面临的一个巨大挑战。

（2）应用环境的复杂性。人脸分析技术在常规的应用环境中，能够取得较好的性能。然而，当受到外界光照变化、遮挡物等环境影响时，算法的性能通常会发生显著下降。另外，现有的通用摄像头（比如视频监控摄像头）获取到的人脸图像质量普遍不高，如何利用这些低质量的人脸图像进行分析和理解需要深入研究。同时，一些基于深度学习的人脸分析方法（如三维模型）常常需要耗费比较大的计算资源，如何将人脸分析方法应用于手机等移动设备，以扩大应用领域，也是现阶段人脸分析面临的困难。因此，如何有效解决应用环境的复杂性问题是人脸分析面临的另一个巨大挑战。

5  结论

基于深度学习的人脸分析由于广泛的市场应用前景和巨大的研究价值受到广泛了重视。本文对基于深度学习的人脸分析进行了深入的介绍，全面综述了常用的人脸分析任务（包括人脸检测、人脸特征点检测、人脸识别和人脸属性识别等）研究进展，同时介绍了常用人脸数据库，并着重讨论了深度学习和人脸分析各自面临的挑战。
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Abstract: In recent years, deep learning based face analysis has made great progress, becoming one of the most active research areas in the field of computer vision. In order to further promote the study of deep learning and face analysis, this paper overviews the recent advances on the deep learning based face analysis techniques in literature. Firstly, a brief overview of deep learning and its history are given and the reasons for the effectiveness of deep learning are also analyzed. Then, according to the different objectives, four face analysis tasks, i.e., face detection, facial keypoint detection, face recognition, face attribute recognition, are introduced and discussed in detail, and the key problems existing in these tasks at present are analyzed. After that, the commonly used face databases in face analysis are described. At last, the main challenges of deep learning based face analysis are shown and the conclusion is presented.
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