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基于栈自编码器的图片分类器
林丽惠1，2，4，殷瑞1，3，李绍滋1，3 *，苏松志1，3，曹冬林1，3
（1. 厦门大学信息科学与技术学院，福建 厦门 361005；2. 武夷学院数学与计算机学院，福建 武夷山 354300；3. 福建省仿脑智能系统重点实验室，福建 厦门 361005；4. 认知计算与智能信息处理福建省高校重点实验室，福建 武夷山 354300 ）
摘要：图像分类问题包含两个重要的部分:特征提取器和分类器。多年来研究人员一直将精力投入到特征表示中,分类系统的性能随着不同的特征表示方法不断得到提升。然而,图像特征表示已进入瓶颈期,手动设计的特征与个人经验有很大的关系。现在被广泛应用的卷积神经网络，它的网络结构已基本固定，只能将大量精力用于调参以微小地提升分类系统性能。证明了一个优秀的分类器与特征表示对图像分类系统同等重要，同时发现基于栈自编码器的分类器优于传统的多层感知机。这些发现为开发图像分类系统提供新的见解。本文提出的框架,称为基于卷积特征的栈自编码器SACF（Stacked Autoencoder on Convolutional Feature Maps）, 它在数据集 CUB-200和 VGG-flower上都取得了很好的结果。
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分类问题是计算机视觉的一个经典问题，大多数视觉任务最终都能转换为分类问题，如目标检测、人脸识别、行人检测、行为识别等。大多数分类问题可分为两个步骤：特征提取和分类 。首先提取图片特征，可以是局部特征也可以是全局特征，然后将提取到的特征作为分类器的输入。传统的特征提取方法是根据经验手动设计的，如 LBP[1]、SIFT[2] 、BRIEF[3]、ORB[4]、BINBOOST[5]等。而分类器一般采用线性支持向量机（Support Vector Machine，SVM）[6]、非线性的boost分类器或者核支持向量机（kernel SVM）等。

近几年卷积神经网络（Convolutional Neural Network，CNN）[7]在目标分类问题上取得了巨大的成功，也引领了深度学习在计算机视觉中应用的新潮流。CNN先在ImageNet上预训练(pre-training) 一个分类网络，然后再根据具体任务微调(fine-tuning) 这个卷积网络。虽然这种基于神经网络的方法模糊了特征提取器和分类器的界线，但我们仍可以给它们一个逻辑分界。对于CNN，我们将pool5层的输出作为图像特征提取，将多层感知机(Multilayer Perceptron，MLP)看作是一个分类器。目前，基于卷积神经网络的分类系统相较于传统方法有非常明显的优劣 。

有一个研究方向是将传统方法与深度卷积网络结合起来，即使用卷积特征，然后采用传统分类器，如DPM[8]或SVM[6] 等。 这种方法与HOG、SIFT、LBP等相比具有显著性的优势，然而仍劣于CNN。 另一种方法用预训练的深度卷积网络提取特征，然后用微调的MLP 进行分类，该方法与CNN表现相当，但只需要微调MLP，节省了训练时间。

综上所述，目前的分类系统的策略是：使用预训练的深度卷积网络提取特征（选择性使用微调策略），然后微调MLP分类。但是这种策略的主要驱动力来自预先训练的深度卷积网络，而深度卷积网络的网络结构研究已达到瓶颈期，很多研究者为了得到好的网络，将大量的时间、精力用在网络调参上，而调参很大程度依赖于经验规则(rules of thumb)，某些时候也具有一定的偶然性。这种工作对于计算机视觉的发展具有微乎其微的推进作用。然而在分类系统中，分类器常采用比较简单的分类器，那我们是否可以设计出更好的分类器呢？

为了探究这个问题，我们提出在卷积特征图上构建一个新的分类系统，称为基于卷积特征的栈自编码器SACF（Stacked Autoencoder on Convolutional Feature Maps）。这个分类系统的分类器采用栈自编码器 (Stacked Autoencoder，SAE)，而不是简单的MLP，因为栈自编码器可以学习到更好的特征表示。SACF的结构如图1所示。
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图1 SACF的结构图

Fig. 1 The structure diagram of SACF
1 相关工作
1.1  稀疏自编码器
监督学习是用于处理有标签的训练数据的学习方法，但是事实上，有标签的数据不仅非常少，而且获取过程需要投入大量的人力物力。然而我们可以非常容易地获得大量的无标签训练数据
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。自编码器( Autoencoder，AE)是一种无监督学习图像特征表示的方法，它期望神经网络的输出与输入相同，即
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，其网络结构如图2所示：
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图2 自编码器的网络结构
Fig. 2 The network structure of AE
自编码器的目标是学习函数
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。换句话说，它是要学习一个近似的“恒等函数”，从而使输出
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逼近输入
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。 学习恒等函数看似意义不大，但如果在学习过程中给网络加入某些限制条件，比如限制隐含层的神经元数目，就可以学习到输入数据的一些非常有意思的结构。比如，假设输入
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 有相同的维度
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。由于该网络仅包含50个隐含结点，因此它会强制将输入进行压缩表示，而
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层需要从这个压缩表示中重构包含100个节点的输入
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。如果输入是完全随机的，即每一个
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都是从完全独立的高斯分布中产生的，那么学习这种压缩表示是非常困难的。但是，如果输入数据具有结构性，比如输入数据的某些特征是具有关联性的，那么自编码器是可以发现这种数据结构性的。如果自编码器网络包含一个隐含层，并且使用平均方差损失函数训练网络，那么它的
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个隐含节点相当于将输入映射到输入数据的前
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个主成分，与PCA 类似。如果隐含层是非线性的，自编码器可以学习到输入数据的多模表示。当使用多层的自编码器时，这种不同将更加明显，自编码器的优势也将更加显著。
当隐含层的节点数目小于输入节点数时，自编码器的隐层学习到的特征是输入数据的低维表示，因此可以用于降维。而如果隐层节点数大于输入节点数（甚至远远大于），我们仍可以通过给网络施加限制学习到一些有趣的结构。具体地，我们对隐含层加入稀疏性限制，使当隐层节点数目非常大时，隐层节点中大部分神经元处于“抑制”状态，只有少部分处于“激活”状态，因此自编码器仍可以从输入数据中学习到一些有用的结构。这种向自编码器加入稀疏性限制的网络称为“稀疏自编码器”（Sparse Autoencoder）。 
在自编码器网络结构中，若
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表示第j个隐节点的激活值，则式（1）表示第
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 个隐节点在训练数据上的平均激活值。在这里，我们加入稀疏性限制
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表示稀疏性参数。换句话说，我们希望第
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个隐神经元的平均激活值接近于
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，为了满足这个限制，大多数情况下该神经元的激活值接近0。
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为了达到稀疏性目标，我们需要在目标函数中加入一个额外的惩罚项，用于惩罚那些明显远离
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的
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，惩罚项有多种不同选择，稀疏自编码器选择以下形式，见式（2）：
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若
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代表隐层神经元数目，索引
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代表隐含层所有神经元，该罚项是基于相对熵（KL divergence）的，因此它也可以写成式（3）形式：     
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，它是一个分别以
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为均值的伯努利分布的变量的相对熵。相对熵是用来衡量两个不同分布差异性的方法。
如果这个罚项具有这样的属性：
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 达到最小值。因此最小化罚项可以使
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非常接近
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。因此稀疏自编码器的目标函数如式（4）：
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表示自编码器的目标函数，参数
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用来控制稀疏惩罚项的权重。
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也依赖于参数W和b，因为它是隐节点
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的平均激活值，而隐节点的激活值依赖参数W和b。
1.2 降噪自编码器
为了避免自编码器学习到“恒等函数”，使其在隐含层发现更加鲁棒的特征表示，我们使用去噪自编码器，让网络重构被损坏的输入数据。具体地，首先让样本
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加入随机噪声变为
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，然后让自编码器网络从
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中重构原来的输入样本
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图3 降噪自编码器的原理图
Fig. 3 The schematic diagram of DA
降噪自编码器(Denoising Autoencoder，DA)是自编码器的一个变体，其去噪训练的原理如图3所示。它主要做了两件事情：重构输入数据和取消“加噪”过程对重构的影响，后者可以通过学习输入样本间统计依赖关系来实现。从人体的视觉系统的角度来看，当人眼看到目标物体时，如果目标的某一部分被遮挡了，人仍然能够将其识别出来。从多模态(multi-modal)角度来看，当多模态信息（如声音、图像等）冲击人体时，如果缺少其中某个或某些模态的信息，对人理解其要表达的信息并不会造成很大的影响，不影响人信息获取的完整性。传统的自编码器很大程度上是学习一个近似的“恒等函数”，即输入与输出相等。然而，当测试样本与训练样本不符合同一分布，即相差较大，自编码的特征表达能力的优劣随之消失。

从流行学习的角度来看，一般情况下，高维的数据都处于一个较低维的流形曲面上，降噪自编码器得到的特征就是处于该曲面上的，如图4 所示。而普通的自编码器，即使加入了稀疏性约束，其提取的特征也不完全都在这个低维曲面上。   
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图4 降噪自编码器的流形解释
Fig. 4 The manifold interpretation of DA
降噪自编码器的具体实现时并不是对输入加入噪声，而是以一定概率随机地将某些输入置为0，因此它根据受损的输入重构未受损的输入，这样学习到的特征表示对抗噪能力更强。

1.3 栈式自编码器

栈式自编码器(SAE)即多层的自编码器，其把前一层的自编码器的输出（中间隐含层）作为后一层自编码器的输入，即把多个自编码器的编码部分叠加起来，然后再叠加对应自编码器的解码部分，这样就形成了一个含有多个隐含层的自编码器了。由于栈式自编码器包含多层，整个网络的参数非常多，如果采用端到端（end-to-end）的训练方法，很容易过抑合。因此为了防止过抑合现象，在网络训练时，我们从前到后依次对每一层的自编码器单独训练，每次只训练一个隐藏层。

栈式自编码器的编码步骤如式（5）和式（6）：
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其解码步骤如式（7）和式（8）：
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如果把最后一个自编码器的隐含层作为输入数据的高阶特征表示，输入到softmax 逻辑回归(softmax regression)模型，就可以实现分类。栈式自编码器网络结构如图5所示：
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图5 栈式自编码器的网络结构
Fig. 5 The network structure of SAE
自编码器倾向于学习到数据的特征表示，而栈式自编码器则具有更强大的表达能力及深度网络的所有优点，其第一层可以学习到一阶特征，更高层可以学习到更加抽象的特征表示。对于图像而言，第一层可以学习到边缘，第二层可以学习到由边组合形成的轮廓，更高层次可能学习到更形象更有意义的特征，学习到的特征更有利于完成我们的图像处理任务。
2 特征提取器
Harr小波（Harr Wavelet）最早由 Dr.C.Papageorgiou 提出，用于解决行人检测问题。基于此，Viola和Jones提出Harr 特征（Harr-like Feature）用于人脸检测。Harr特征是一种基于图像矩形区域灰度差异的特征表示方法。最初始的Harr 特征只有三种，后面基于此扩展为三大类：边缘（Border）特征、线性(Line)特征和中心(Center-surround)特征，Harr特征模版由它们组合而成。Harr特征响应值为
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，即白色区域灰度值之和减去黑色区域灰度值之和。由于模版内只包含白色和黑色两种矩阵，因此在计算响应值时可以使用积分图（Integral Image）加速。Harr特征值反映了图像局部的灰度变化情况，不同类型的Haar特征可以用来检测人脸的不同部位，如眼睛、鼻子、嘴等，这样极大地提高了人脸检测的准确率。
方向梯度直方图(Histogram of Oriented Gradient，HOG)是通过统计梯度的方向信息提取图像特征，它在行人检测中获得了极大地成功。HOG先通过网格法将图像划分为若干子区域，然后计算图像梯度图，将梯度方向平均地量化到8个方向，在每个子区域中可以统计得到8个方向的梯度信息，即一个8维的特征向量，然后将所有子区域的特征向量连接起来形成该图像的HOG特征表示。梯度是刻画边缘的非常有用的方法，而边缘具有较强的表达能力，通常可以很好的描述目标。

上述特征虽然在某些任务上取得了不错的效果，然而它们是手工设计的，不仅极大地依赖于人的经验，而且只在某些任务上有效，并不具有普适性。另一方面手工设计的特征只是片面的考虑某些图像特征，并不能提取图像的本质特征。卷积神经网络完美地解决了手工设计特征所存在的问题，它不需要人的参与，由网络自动学习图像的特征。低层网络学习简单的边缘特征（如图6所示），深层网络学习到的特征由低层特征组合而成，因此更加具体，如目标轮廓。对于具体的人脸检测，深层网络可以学习到眼睛、鼻子、嘴等更加抽象的特征。使用神经网络提取特征不仅比传统特征提取更加鲁棒，并且它具有普适性，在一个任务上训练得到的网络可以迁移到其它任务上去。这样我们只需要在一个足够大的数据集上训练网络模型作为预训练，然后在新任务上做微调即可，这样极大地提高了训练速度。
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图6 神经网络学习到的边缘特征

Fig. 6 Edge features learned by the neural network
我们采用的预训练网络是在1000类的ImageNet数据集上预训练的深度CNN网络，用它提取图片特征。网络模型使用Zeiler 和Fergus提出的ZF 网络，ZF 包含5 个卷积层(convolutional layer，conv)和3个全连接层（fully connected layer ，fc）。 在原始的网络中池化层采用极大池化或平均池化，但是矩池化(moment pooling) [9]优于以上两种池化方法，它不仅可以保持高频分量，而且能有效地预防过抑合现象。更重要的是池化层所采用的池化方法具有无参性，因此改变池化方法不会增加网络的训练复杂度，也不需要重新训练网络，只需要在特征提取时将池化方法替换成矩池化即可，也可以再对网络进行微调，但这对最终的网络性能没有实质性的影响。
3 分类器
在神经网络中，一般没有严格的区分特征提取和分类阶段，但仍可以将全连接层认为是分类器。然而现在常用的MLP相对于特征学习比较简单，目前很少有人将精力投入到分类器的研究，但分类器对于图像分类的准确率与图像特征表示有着同样重要的影响。

自编码器是一种非监督学习方法，它试图学习一个“恒等函数”，去重构输入数据。而它的隐含层相当于输入数据的一个重新表示，这种表示比原始的输入更加鲁棒。栈自编码器由多个自编码器组成，前一层的隐层输出作为后一层的输入，在训练过程中每一层单独训练(layer-wise training)。与一般的深度网络类似，浅层次的自编码器学习到的特征比较具体，而深层次的自编码器学习到的特征更加抽象。栈自编码器的隐含层叠加在一起构成的网络与MLP网络很相似，不同的是前者是一种无监督学习方法，而后者是有监督学习方法。
我们将栈自编码器作为MLP的预训练阶段，用它去初始化MLP网络，然后再对MLP网络进行微调，这样可以极大地提高MLP 的表现。预训练阶段将每一个自编码器当作单独的网络来训练，而微调将栈自编码器作为一个整体训练，是一种端到端(end-to-end)的过程。由于栈自编码器的训练过程是一个无监督过程，可以获得大量的训练数据用于训练以得到一个非常好的初始网络。
4 实 验
实验部分将本文提出的SACF与单纯的MLP在数据集CUB-200和 VGG-flower上作比较。为了进一步探究在分类器部分，网络层数对模型的影响，我们分别尝试不同的网络深度以获得最好的网络模型，网络深度分别为2-4。最后一个全连接层（fc）是(n+1)维的softmax，其它全连接层（fc）是4096-d的受限线性单元(Rectified Linear Units, ReLUs)[10]。例如，我们把3层的网络表示为"f4096-f4096-f200"，这里的f表示全连接层，200 是UCB-200 的类别数，如果使用VGG-flower数据集，那么这里是102。
实验中采用Theano[11-12]构建模型。Theano 是一个python 库，它可以用来定义、优化以及评价数学公式，尤其适用于处理模型的数学表达式中包含大量的矩阵运算的情况。对于处理包含大量数据的问题，相较于C 语言的解决方案，Theano 可以大大地提高程序的处理效率。它的另外一个优势是可以使用GPU 进行加速。

Theano的编译器对于各种复杂的表达式采用了很多优化方法，这些方法包括：

· 和NumPy紧密融合：在Theano中使用numpy.ndarray编译函数

· 使用GPU时的透明化：处理大量数据运算时的效率是CPU的140倍

· 合并相同的子图，以避免重复计算

· 公式简化：
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· 快速、稳定的优化：即使
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非常小也可以得到
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· 单元测试和自我校正：发现并修正许多错误

4.1 实验设置
 数据集 实验中使用Caltech-UCSD Birds 200[13]（CUB-200）和Oxford Flower 102[14] （VGG-flower）。CUB-200是一个致力于子类别分类的数据集，它包含6,033张标注好的鸟类图片，鸟的类别有200 种（大部分存在于美国北部），训练集和测试集分别有3000 和3033 张图片。每一张图片的标注信息包含：粗分割、目标窗口和一个二值的属性等。VGG-flower 数据集由102 种花的图片组成，每一个类别至少包含40 张图片。该数据集与UCB-200 一样，都是用于子类别分类的数据集，然而它增加了分类的难度，即扩大了类间的相似性，而缩小了类内的相似性。这两种数据集可用于评测图片分类模型和图片分割模型，图7和图8分别为数据集CUB-200 和VGG-flower 的部分数据。
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图7 CUB-200数据集的部分数据
Fig. 7 The partial data of the CUB-200 dataset
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图8 VGG-flower数据集的部分数据
Fig. 8 The partial data of the VGG-flower dataset
预训练模型 作为一种普适性的方法，我们采用在ImageNet数据集上预训练的1000类(1000 classes) 深度卷积神经网络(Deep CNN) 模型提取图片特征。实验中采用ZF网络(Zeiler and Fergus)，ZF包含5个卷积层(conv) 和3 个全连接层(fc)。
4.2 训练和推理

在训练阶段将特征图作为新的数据源，然后训练不同的SACF网络分类该数据。SACF网络可以有多种不同的网络深度，它的最后一层是一个
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个目标类别加上背景），这个分类器是一个
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维的softmax分类器。使用反向传播和随机梯度下降法[15]训练每一个SACF网络，当训练得到一个理想的网络后，提取网络倒数第二个全连接层(fc) 的特征，用以训练一个线性的SVM（Support Vector Machine）分类器，这与R-CNN[16]类似。
对于推理，提取图片的特征图，将其送入SACF网络至倒数第二层，然后使用SVM分类器对每一个图片分类。
4.3 实验结果 
实验中我们使用高斯分布(Gaussian distribution)随机初始化权重，因此不同的SACF 可以非常公平的进行比较。 为了得到更好的分类，实验中我们首先训练类似于"f4096-f4096-f200"的网络模型，然后提取倒数第二层的特征，将它作为输入训练SVM分类器。实验中"SVM on pool5"表示在预训练网络中提取pool5 层的特征训练SVM分类器。

表1是MLP和SACF在数据集CUB-200上的实验结果。从表1可以看出，采用不同层次的MLP，分类准确率不同，当采用网络f4096-f200时，分类准确率最高，值为87.9%；而对于SACF ，采用网络f4096-f4096-f200时，获得最高分类准确率89.8%。虽然MLP与SACF在不同层次中获得最高分类准确率，但可以看出在不同网络结构中SACF的分类准确率值都大于或者等于MLP的分类准确率值。SACF的最高分类准确率比MLP的最高分类准确率提高了近2个百分点。在SACF中，4-fc网络与3-fc网络分类准确率接近，为了减少模型复杂度，选择3-fc网络。

表2是MLP和SACF在数据集VGG-flower上的实验结果。与CUB-200类似，MLP在2-fc网络上获得最高分类准确率31.0%，SACF在3-fc网络上获得最高分类准确率34.6%。在不同的网络结构上，SACF的分类准确率值都大于或者等于MLP的分类准确率值。SACF的最高分类准确率比MLP的最高分类准确率提高3.6个百分点。
综上，在不同的数据集上SACF都表现出其优越性，因此在分类器层面使用栈自编码器可以提高网络的分类效果。这也验证了分类器与特征提取器对于分类系统同等重要的假设，在后续的工作中，可以继续研究更好的分类器以提高网络性能。
表1在数据集CUB-200上的分类准确率
Tab.1 The classification accuracy obtained on the CUB-200 dataset
	方法
	网络结构
	分类准确率(%)

	SVM on pool5
	f200
	85.6

	MLP( 2-fc)
	f4096-f200
	87.9

	MLP (3-fc)
	f4096-f4096-f200
	85.9

	MLP (4-fc)
	f4096-f4096-f4096-f200
	83.9

	SACF ( 2-fc)
	f4096-f200
	87.9

	SACF (3-fc)
	f4096-f4096-f200
	89.8

	SACF (4-fc)
	f4096-f4096-f4096-f200
	89.5


表2 在数据集VGG-flower上的分类准确率
Tab.2 The classification accuracy obtained on the VGG-flower dataset
	方法
	网络结构
	分类准确率(%)

	SVM on pool5
	f200
	27.6

	MLP( 2-fc)
	f4096-f200
	31.0

	MLP (3-fc)
	f4096-f4096-f200
	29.3

	MLP (4-fc)
	f4096-f4096-f4096-f200
	26.8

	SACF ( 2-fc)
	f4096-f200
	31.8

	SACF (3-fc)
	f4096-f4096-f200
	34.6

	SACF (4-fc)
	f4096-f4096-f4096-f200
	34.1


5 结束语
本文我们深入探究图片分类系统，并且提出系统中的每个部件都同等重要的关键性见解。我们发现深度网络与深度特征提取器对系统性能都举足轻重。仅通过随机初始化深度网络就能取得良好的分类结果，说明微调并不是唯一提升性能的策略。我们提出图片分类系统SACF，尝试不同网络深度以选择最佳的网络结构。在数据集CUB-200和VGG-flower上通过端到端训练深度特征提取器和基于栈自编码器的深度分类器，表明本文提出的SACF分类系统有更好的分类准确率。
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An Image Classifier Based on Stacked Autoencoder
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Abstract: In problems of image classification, there are two important components: a feature extractor and a classifier. Researchers have focused on the former for decades, and the performance of the classification system has constantly improved with the variants of feature representations. This research demonstrates that a good classifier is just as important as the feature representation is for the image classification, and also discovers that the performance of classification system based on stacked autoencoder is superior to the performance of classification system based on fine-tuned multi-layer perception. These discoveries provide a new insight for developing image classification systems. The proposed method，called stacked autoencder on convolutional feature maps (SACF), achieves good results on the CUB-200 and VGG-flower datasets.
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